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Во  многих  случаях  модель  машинного  обучения  используется 

не автономно, а как часть более сложной системы,  которая может 

включать экспертов-людей. Методы обучения с делегированием 

(learning to defer) позволяют создавать модели, учитывающие веро-

ятность  ошибок  как  модели  машинного  обучения,  так  и  эксперта-

человека,  и  соответствующим  образом  распределять  образцы  для 

максимизации общей точности системы. Однако многие такие ме-

тоды не позволяют ограничивать долю образцов, назначаемых экс-

перту,  что  оказывается  важным  в  практических  приложениях,  по-

скольку количество экспертов и их пропускная способность обычно 

ограничены.  В  данной  статье  предлагается  простой,  но  эффектив-

ный эвристический метод, позволяющий накладывать ограничения 

на долю образцов, перенаправляемых эксперту, тем самым помогая 

сбалансировать метрики точности предсказаний и покрытия. Пред-

ложенный  метод  может  использоваться  совместно  со  многими  су-

ществующими методами обучения с делегированием и обучения с 

отказом (rejection learning). 

Ключевые слова: обучение с отказом, обучение с делегирова-

нием,  человеко-машинная  система,  принятие  решений,  совместная 
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Введение 

Во многих практических приложениях модели машинного обучения не 

используются автономно, они являются частью процесса принятия реше-

ний, включающего и эксперта-человека. При этом сама организация про-

цесса принятия решений, объединяющая действия, совершаемые моделью 

и  экспертом,  может  очень  сильно  разниться  [Пономарев  и  др.,  2025].  
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В ряде работ показано [Madras et al., 2018], [Wilder et al., 2020] что орга-

низация  процесса  обучения  с  учетом  всех  элементов  системы,  в  рамках 

которой  будет  применяться  модель,  как  правило,  способствует  улучше-

нию результатов, получаемых этой системой. Таким образом, модели ма-

шинного обучения, учитывающие возможность взаимодействия с челове-

ком (например, просто воздерживающиеся от классификации образцов, в 

отношении  которых  они  не  уверены),  особенно  востребованы  в  ответст-

венных и критически важных приложениях. Наиболее широко используе-

мый  метод  построения  таких  моделей  заключается  в  обучении  модели 

(например,  для  классификации)  с  последующей  оценкой  неопределенно-

сти предсказания на этапе вывода и перенаправлении к эксперту-человеку 

только тех образцов, для которых модель не уверена в результатах. Суще-

ствует  несколько  подходов  к  оценке  неопределенности  [Cordelia  et  al., 

1995],  [Gal  et  al.,  2016],  [Lakshminarayanan  et  al.,  2017],  и  потенциально 

может  быть  использован  любой  из  них.  Основной  недостаток  данного 

подхода  заключается  в  том,  что  он  игнорирует  ограниченность  знаний 

человека (и соответствующую вероятность ошибки), рассматривая его как 

оракула. 

Данный недостаток был скорректирован в работах, посвященных обу-

чению с делегированием (learning to defer) [Madras et al., 2018], в которых 

эксперт-человек рассматривается как часть оптимизируемой системы.  

Это означает, что такие алгоритмы оптимизируют стратегию делегирова-

ния,  учитывая  не  только  качество  предсказания  модели  машинного  обу-

чения в различных областях пространства признаков, но и точность экс-

перта-человека, которая также может различаться в разных областях этого 

пространства. 

Большинство подходов к обучению с перенаправлением опираются на 

специально разработанные функции потерь, балансирующие компоненты, 

отвечающие за автоматический классификатор и эксперта-человека 

[Mozannar  et  al.,  2020],  [Verma  et  al.,  2022],  [Wilder  et  al.,  2020].  Однако 

существенным ограничением многих методов обучения с делегированием 

является то, что они игнорируют ограниченную пропускную способность 

эксперта [Leitão et al., 2022]. 
Было  также  предложено  несколько  методов  для  учёта  ограниченной 

пропускной  способности  эксперта,  обычно  через  формулировку  задачи 
обучения с перенаправлением как задачи смешанного программирования 
(MILP,  Mixed-Integer  Linear  Programming),  например  [Alves  et  al.,  2024], 
[De  et  al.,  2020],  De  et  al.,  2021],  [Mozannar  et  al., 2023].  В  работах  
[De et al., 2020], [De et al., 2021] MILP решается для обучающего набора, 
после чего его решение аппроксимируется дополнительной моделью 
(предложенная  MILP-формулировка  ограничена  определёнными  типами 
моделей). В [Alves et al., 2024], [Mozannar et al., 2023] MILP строится на 
этапе  вывода,  поэтому  эти  подходы  могут  лишь  распределять  фиксиро-
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ванный набор образцов, но плохо подходят для ситуаций, когда образцы 
должны распределяться между моделью и экспертом по мере их поступ-
ления. Кроме того, решение MILP может быть вычислительно затратным, 
особенно для больших наборов данных. 

В статье рассматривается классическая постановка задачи обучения с 
делегированием,  когда  имеется  набор  данных,  содержащий  для  образов 
помимо  эталонных  меток  (истинных  классов)  также  экспертные  метки, 
что в неявной форме задает модель ошибок эксперта и характеризует об-
ласти  его  компетенций.  Необходимо  найти  функцию,  для  заданного  об-
разца  возвращающую  либо  класс,  к  которому  относится  образец,  либо 
осуществляющую  перенаправление  образца  эксперту.  При  этом  в  статье 
предлагается эффективный эвристический метод, позволяющий наклады-
вать ограничения  на долю  образцов, направляемых эксперту,  тем самым 
способствуя балансированию метрик точности и покрытия. Данный метод 
может использоваться совместно со многими существующими методами 
обучения с делегированием и обучения с отказом (rejection learning). Про-
ведена оценка эффективности метода с использованием трёх распростра-
нённых  методов  обучения  с  делегированием  и  двух  наборов  данных  – 
синтетического и реального, собранного с помощью краудсорсинга. 

Постановка задачи 

Имеется набор данных             
  

   

 
  , где      – признаки, описы-

вающие объекты,      – истинные метки объектов, а      – метки, при-
своенные  объектам  экспертом  (не  обязательно  соответствующие  истинным 
меткам). Необходимо найти две функции – классификатор         и функ-
цию  делегирования            .  Предсказание  для  определенного  образца 
получается с помощью этой пары функций следующим образом: 

     
       е           

    е           

 . 

Поскольку  доступ  к  экспертным  оценкам  может  быть  ограничен  во 
время вывода, эти функции должны максимизировать качество классифи-
кации при соблюдении ограничения на количество обращений к эксперту 
(или долю образцов из общего множества, для которых такое обращение 
производится). Формально: 

  
 
   

 
        

     

                                       

           

На практике математические ожидания в уравнении выше обычно оцени-
ваются с помощью эмпирических метрик, вычисляемых на основе тестового 
набора данных, взятого из того же распределения  . Математическое ожида-
ние  числа  правильных  ответов  соответствует  точности,  а  математическое 
ожидание  выборок,  назначенных  модели  ,  соответствует  покрытию  (доля 
образцов, классифицированных моделью без обращения к эксперту). 
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Необходимость учёта ошибок как модели машинного обучения, так и 
эксперта  приводит  к  естественной  функции  потерь,  используемой  для 
обучения   и   [Madras et al., 2018]: 

    
                       

   
     

     
         

      
       

   

где    – функция потерь модели, а      – функция потерь эксперта. На-

пример, если это задача бинарной классификации, то    может быть би-
нарной кросс-энтропией (для      ситуация несколько сложнее, см. ниже). 

Однако прямое использование естественной функции потерь имеет два 
основных недостатка: 

� В обучающих данных  m  представляет  класс,  предоставленный  ко-
нечным пользователем, поэтому, если эксперт ошибается, бинарная кросс-
энтропия не имеет конечного значения. На практике можно либо исполь-
зовать какое-то достаточно большое значение, либо использовать другую 
функцию  потерь  (например,  L1).  В  любом  случае,  конкретное  значение, 
соответствующее  ошибке  пользователя,  должно  быть  каким-то  образом 
масштабировано до диапазона первого члена (   ). 

� Функция  потерь оптимизирует модели только с точки  зрения точ-
ности,  не  обращая  внимания  на  то,  что  доступ  к  пулу  экспертов  может 
быть ограничен. 

В  литературе  предложены  некоторые  суррогатные  функции  потерь 
(например, [Mozannar et al., 2020]), смягчающие первую проблему, но они 
по-прежнему оптимизируют только с точки зрения точности. 

Предлагаемый метод 

Предлагаемый  метод  основан  на  возможности  получения  оценки,  отра-
жающей  относительную  уверенность  классификации  образца  моделью  по 
отношению  к  классификации  того  же  образца  экспертом.  Обозначим  эту 
оценку как              . Абсолютные значения этой оценки не имеют зна-

чения;  вместо  этого,  оценка  устанавливает  порядок:  если                

              , то назначение    модели (а не эксперту) приведёт к меньшей 

вероятности  ошибки,  чем  назначение     модели.  То  есть,  данная  функция 

устанавливает предпочтительность назначения объекта модели. Конкретные 
примеры  построения                для  нескольких  существующих  методов 

обучения с делегированием приведены в этом разделе. 
Метод состоит из трёх этапов: 

� Обучение  моделей    и    с  использованием  существующего  алго-
ритма  обучения  с  делегированием.  Полученная  пара  может  выполнять 
делегирование, обычно достигая хорошей (или оптимальной в некотором 
смысле) точности, но не удовлетворяя ограничениям по покрытию. 

� С использованием отдельного набора данных 
 

 
     

 
    

 
    

 
  

   

 
   и Алгоритма 1 (рис. 1) найти пороговое значе-

ние оценки  , соответствующее требуемому покрытию   . 
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� Применить  Алгоритм  2  (рис. 2)  для  классификации  любых  посту-
пающих экземпляров, взятых из выборки  . 

Алгоритм обучения (Алгоритм 1) оценивает значения оценок для всех об-
разцов   ,  а  затем  рассматривает  каждое  значение  оценки  как  возможное 
пороговое значение для назначения всех образцов с большими (или равными) 
значениями оценки модели, а остальных – эксперту (что выполняется с по-

мощью функции    
, определённой как      , если                    , и    в 

противном случае). Затем он оценивает точность и покрытие каждого такого 
разбиения и выбирает значение оценки такое, что: по меньшей мере    (тре-
буемое покрытие) образцов    имеют большие значения оценок, а точность 
максимальна (среди всех значений,  удовлетворяющих ограничению  по  тре-
буемому покрытию). 

Алгоритм 1 – Обучение 
Входные данные:            

 
       

Выходные данные:   

for        
  do 

                    
  

end for 
        
           
for all        

  do 

                     
  

 
   

 
    

 
  

                      
 
             

 
  

    if       and       then 
               
               
    end for 
end for 

Рис. 1. Алгоритм обучения 

Алгоритм 2 – Вывод 
Входные данные:     
Выходные данные: значение (класс) или запрос эксперту 
if                 then 

    return      
else 
    return     
end if 

Рис. 2. Алгоритм вывода 
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Алгоритм вывода (Алгоритм 2) оценивает значение функции 

              заданного образца, сравнивает его с пороговым значением  , 

найденным в процессе обучения, и перенаправляет его соответствующим 

образом. Следует отметить, что алгоритм использует только значение па-

раметра  , оцененное с помощью Алгоритма 1, и образец x, следователь-

но, он может применяться к выборкам по мере их поступления, без необ-

ходимости обработки больших объёмов данных (в отличие, например, от 

[Alves et al., 2024]). 

Рассмотрим  функции  оценки  для  нескольких  алгоритмов  обучения  с 

делегированием.  Простейший  алгоритм  основан  на  пороговом  значении 

уверенности  (будем  обозначать  его  как Threshold).  Он  не  имеет  отдель-

ной модели отклонения, но перенаправляет экземпляры, для которых мак-

симальный  выходной  сигнал  многопеременной  логистической  функции 

(softmax) [Cordelia et al., 1995] ниже определенного порога (порог обычно 

устанавливается для максимизации  точности), к эксперту-человеку. Дан-

ный  алгоритм  нечувствителен  к  различиям  компетентности  эксперта  в 

пространстве  входных  признаков,  поэтому  функция                может 

быть определена как любая мера уверенности классификатора, например, 

максимальное значение многопеременной логистической функции 

(softmax). 

Другой  подход  заключается  в  прямом  использовании  «естественной» 

функции потерь для одновременного обучения двух моделей – классифи-

катора    и  функции  делегирования    (NatLoss).  В  этом  случае  имеется 

отдельная функция делегирования, выход которой (сигмоидальная функ-

ция до бинаризации) задает значение, соответствующее              . 

Наконец, рассмотрим потерю, основанную на параметризации много-

переменной  логистической  функции,  предложенную  в  [Mozannar  et  al., 

2020] (SP). В этом случае   и   моделируются с помощью одной нейрон-

ной сети с     выходом (где   – число классов). Выходы с 1 по   соот-

ветствуют  вероятностям  классов,  а        -й  выход  соответствует  пере-

направлению  к  эксперту-человеку.  Пусть    
     –  значение  i-го  выхода.  

В этой модели      определяется как               
   , а      равно 1, 

если                        , и 0 в противном случае. Функцию оценки 

              предлагается определить как             
         

   . Ин-

туитивно,  это  отражает  разницу  между  уверенностью  классификатора  и 

оценкой надежности эксперта-человека для рассматриваемого примера. 

Экспериментальное исследование 

Экспериментальное  исследование  проведено  с  использованием  двух 

наборов данных – синтетического и набора данных с реальными метками, 

полученного с применением краудсорсинга (CIFAR-10H). 
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Синтетический набор разработан для случая бинарной классификации. 

Подмножество  из  этого  набора  данных  представлено  на  рис. 3.  График 

слева иллюстрирует два класса, а график справа использует цветовое ко-

дирование для выделения образцов, в которых эксперт выдал правильный 

(зелёный) и неправильный (красный) результат. Общая идея здесь в том, 

что  существует  область  (низкие  значения   ),  где  классы  относительно 

хорошо  разделены,  и  область  (высокие  значения   ),  где  их  разделение 

затруднено. При этом компетентность эксперта максимальна при высоких 

значениях    и минимальна при низких. В результате можно ожидать, что 

при  низких  значениях     классификация  будет  выполняться  моделью,  а 

при высоких — делегирована эксперту. Набор данных генерируется с по-

мощью  нормального  распределения  и  параметр    этого  распределения 

управляет перекрытием между классами и ограничивает точность модели 

классификации (даже при низких значениях   ). В ходе эксперименталь-

ного  исследования  использовался  синтетический  набор  размером  5000 

образцов. 

 

Рис. 3. Подмножество синтетического набора данных 

В качестве реального набора данных используется CIFAR-10H 

[Peterson et al., 2019], подмножество распространенного в компьютерном 

зрении  набора  данных  CIFAR-10 [Krizhevsky,  2009],  содержащее  10000 

изображений,  для  которых  метки  были  получены  с  помощью  краудсор-

синга. Для каждого изображения в этом наборе данных имеется несколько 

меток, полученных от разных людей; для формирования метки    одна из 

них была выбрана случайным образом. 

Разбиение на обучающее, калибровочное и тестовое множества произ-

водилось в соотношении 80/10/10. Таким образом, размеры множеств для 

синтетического  набора  данных  были  4000/500/500,  а  для  CIFAR-10H  – 

8000/1000/1000. 
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Для  синтетического  набора  данных  использовалась  архитектура  мно-
гослойного  перцептрона (MLP) с двумя скрытыми слоями (по 40 нейро-
нов в каждом) и функцией  активации  ReLU. Количество таких моделей, 
конфигурация выходного слоя и функция потерь варьировались в зависи-
мости от исследуемых подходов обучения делегированию: 

� для Threshold использовалась одна модель MLP с двумя выходны-
ми нейронами (соответствующими классам), обученная с использованием 
кросс-энтропии только на метках истинных значений; 

� для NatLoss  использовались  две  модели  MLP  (одна  для    и  одна 
для  ), каждая с одним выходным нейроном, обученные одновременно с 
использованием     ; 

� для SP использовалась одна модель MLP с тремя выходными ней-
ронами (два из которых соответствуют  классам, а один  – откладыванию 
решения  эксперту),  обученная  с  использованием  функции  потерь  с  соф-
тмакс-параметризацией из [Mozannar et al., 2020]. 

Во всех случаях использовался оптимизатор Adam, и обучение прово-
дилось в пакетном режиме до сходимости (изменение значения функции 
потерь на обучающем множестве менее     ). 

Для набора данных CIFAR-10H была обучена модель ResNet-18 на на-
боре данных CIFAR-10 (исключая изображения, также входящие в 
CIFAR-10H),  достигнув  точности  классификации  около  86%.  Затем  изо-
бражения  CIFAR-10H  были  преобразованы  в  их  сжатые  представления 
шириной 512, используя выход слоя, предшествующего классификацион-
ному  блоку.  Все  модели  для  обучения  «человек-ИИ»  (классификация  и 
стратегии  делегирования)  представляют  собой  MLP  с  двумя  скрытыми 
слоями по 80 и 40 нейронов соответственно и функцией активации ReLU. 
Конфигурация  выходного  слоя  и  функции  потерь  были  такими  же,  как 
описано выше (но с 10 классами). 

Главный вопрос, требующий ответа в ходе эксперимента, заключается 
в том, позволяет ли предложенный эвристический метод накладывать ог-
раничение на значение покрытие во время вывода. Поведение конкретной 
модели  относительно  этого  требования  может  быть  визуализировано  с 
помощью графиков «требуемое покрытие – тестовое покрытие» (или  
CC-диаграммы). По оси X откладывается требуемое покрытие (задаваемое 
во время обучения модели), по оси Y – тестовое покрытие, оцениваемое с 
использованием тестового набора. Следует отметить, что в соответствии с 
формальным определением задачи, тестовое покрытие должно быть 
больше или равно необходимому  покрытию, следовательно, график  дол-
жен располагаться выше диагональной линии. 

Рис. 4  демонстрирует  примеры  CC-диаграмм  для  синтетического  на-
бора данных (слева) и для набора данных CIFAR-10H (справа). Видно, что 
тестовое покрытие фактически следует за необходимым покрытием в оп-
ределённом диапазоне необходимого покрытия, однако при низком необхо-
димом покрытии тестовое покрытие оказывается значительно больше необ-
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ходимого. Это происходит потому, что предлагаемый алгоритм определяет 
значение параметра, максимизирующее точность и удовлетворяющее огра-
ничению  на  покрытие.  Однако  при  определённом  покрытии  достигается 
максимальная  точность,  поэтому  для  всех  значений  необходимого  покры-
тия,  меньших  этого,  возвращается  одно  и  то  же  тестовое  покрытие  (соот-
ветствующее общей наилучшей точности системы «человек-ИИ»). 

 

Рис. 4. CC-диаграммы для синтетического набора (слева) и CIFAR-10H (справа) 

CC-диаграммы позволяют получить представление о поведении алго-
ритма  при  использовании  определённой  обученной  модели  и  заданных 
меток,  предоставленных  человеком.  Однако  такие  диаграммы  обладают 
достаточно низкой обобщающей способностью. В связи с этим, нами так-
же были построены диаграммы, демонстрирующие распределение макси-
мального нарушения требования покрытия для модели. Рис. 5 иллюстри-
рует  пример  такой  диаграммы,  построенной  для  100  сгенерированных 
синтетических  наборов  данных  (и  соответствующих  моделей).  Можно 
видеть,  что  ограничение,  накладываемое  на  покрытие  может  быть  нару-
шено,  однако  в  подавляющем  большинстве  случаев  это  нарушение  со-
ставляет менее 1%, а во всех случаях – менее 5%. 

 

Рис. 5. Гистограмма величины нарушения ограничения на покрытие 
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Заключение 

В статье описан эвристический  метод, позволяющий накладывать ог-

раничения на покрытие в существующих моделях обучения с делегирова-

нием.  Проведена  оценка  предложенного  метода  в  сочетании  с  тремя  по-

пулярными  методами  обучения  с  делегированием:  основанным  на  уве-

ренности модели, на естественной функции потерь и на суррогатной 

функции потерь. 

Вычислительные эксперименты на двух наборах данных  – синтетиче-

ском и наборе CIFAR-10H, собранном методом краудсорсинга,  – показа-

ли, что заданное ограничение на покрытие в основном соблюдается. Хотя 

возможны  отдельные  случаи  нарушения  ограничений,  они  встречаются 

нечасто и не являются значительными. Тем не менее, целесообразно про-

вести теоретический анализ метода с целью установления теоретических 

границ  на  величину  и  частоту  возможного  нарушения  задаваемого  огра-

ничения по покрытию. 
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